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Resumen

Con el avance actual de la tecnologia, cada vez disponemos de mayor potencia
de computacion y herramientas para tratar grandes cantidades de datos y poder
extraer informacién que anada valor a dichos datos. Estas mejoras en el campo de la
inform&tica han permitido la evolucién del Aprendizaje de Maquina, también conocido
como Machine Learning (ML), una rama de la Inteligencia Artificial (IA), que permite
crear algoritmos de prediccién mucho més precisos. Con estas técnicas es interesante
analizar series temporales de datos para poder predecir datos futuros.

El mercado de las criptomonedas ofrece un escenario propicio para aplicar
técnicas de ML, con el objetivo de predecir los comportamientos futuros de este.
El presente Trabajo de Fin de Grado compara el desempeno de un sistema de redes
neuronales recurrentes Long Short Term Memory (LSTM) con un algoritmo Gated
Recurrent Unit (GRU). Ademads, se presenta un marco tedrico para poder entender
en profundidad el problema y su relevancia en el contexto actual.

Palabras clave: Redes neuronales, Machine Learning, criptomonedas, LSTM,
series temporales, GRU.






Abstract

With the advance of technology, there has been a rise in computing power and
tools to process large amounts of data and extract information that adds value to it.
These improvements in informatics have allowed the evolution of Machine Learning
(ML), a branch of Artificial Intelligence (AI), making it possible to create much more
accurate prediction algorithms. It is interesting to analyze time-series data to predict
future data prices with these techniques.

The cryptocurrency market offers an excellent scenario to use Machine Learning
techniques to predict future time series results. This BSc thesis compares the
performance of an Long Short Term Memory (LSTM) recurrent neural network system
with a Gated Recurrent Unit (GRU) algorithm. In addition, a theoretical framework
is presented to understand in depth the problem and its relevance in the current
context.

Keywords: Neural networks, machine learning, cryptocurrencies, LSTM, GRU,
temporal series.
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Capitulo 1

Introduccion

El objetivo principal del presente Trabajo de Fin de Grado (TFG) es el diseno
e implementacién de un sistema de prediccién de las fluctuaciones en los precios del
mercado de las criptomonedas. Este sistema esta alimentado por un flujo de datos
discreto en tiempo real. Para su implementacién se usan dos tipos de algoritmos
de Machine Learning: Gated Recurrent Units (GRU) y Long Short Term Memory
Network (LSTM). El objetivo es realizar una prediccién numérica en un conjunto de
datos continuo. Se comparan los resultados obtenidos con cada sistema para analizar
su eficacia y extraer conclusiones.

Hay que tener en cuenta que existen multitud de factores que influyen en el precio
de cada criptomoneda. Para simplificar el problema se usan unicamente los valores
historicos del precio para realizar los prondsticos. En consecuencia, las predicciones
no tienen la maxima precision, sino que son una aproximaciéon de la realidad.

1.1. Motivacion

El problema de prediccién de una serie temporal ha sido ampliamente estudiado
tanto por matemaéticos como por economistas. Con el nacimiento de la Inteligencia
Artificial y el Aprendizaje de Maquina, mas cominmente conocido por su nombre
en inglés, Machine Learning (ML) se han actualizado estas técnicas, automatizando
las predicciones de los mercados mediante diversos algoritmos. La volatilidad de
las criptomonedas, asi como su rapido crecimiento las convierte en un tema muy
interesante para su estudio.

Ademsds de la intrinseca motivacién por la investigacién de las redes neuronales y
el estudio del software especifico para el desarrollo de proyectos de Machine Learning,
el hecho de poder realizar predicciones en un mercado con una volatilidad tan alta
ofrece la capacidad de generar rentabilidad a corto plazo.

1.2. Objetivos

El objetivo principal de este TFG es desarrollar un modelo que sea capaz
de predecir una serie temporal, en este caso, el precio de la criptomoneda. Se
utilizan varios algoritmos de Machine Learning para ver cudl se ajusta mejor al
problema y genera predicciones més precisas. Ademads, se entrega un marco tedrico
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lo suficientemente desarrollado como para poder entender el diseno y funcionamiento
de los sistemas. Se definiran conceptos fundamentales del machine learning, asi como
las tecnologias necesarias para lograr el objetivo de este TFG.

1.3. Metodologia

Para realizar el Trabajo de Fin de Grado se seguiran los siguientes pasos :

1. Realizacién de un marco tedrico sobre el funcionamiento del mercado de la
criptomoneda y de las redes neuronales.

2. Extraccién, preprocesado y analisis de los datos obtenidos mediante una API.
3. Desarrollo software del modelo neuronal y selecciéon de algoritmos a utilizar.
4. Pruebas y analisis del sistema.

5. Generacién de conclusiones a partir de la interpretacién de los resultados
obtenidos.

1.4. Organizacién del TFG

En el Capitulo 2| se detalla el estado del arte tanto de las criptomonedas como
del Machine Learning, profundizando en los algoritmos que se utilizan. Se finaliza el
capitulo haciendo una revisién de trabajos relacionados con el tema.

En el Capitulo [3| se definen las tecnologias usadas en el proyecto y se explica el
proceso de obtencién y procesado de los datos. Asi mismo, se muestra el diseno de la
arquitectura de todos los sistemas y se definen los hiperparametros utilizados en el
momento de realizar las predicciones.

El Capitulo estd destinado a presentar los resultados logrados con cada
algoritmo, se cierra el capitulo discutiendo dichos resultados.

En el dltimo Capitulo se exponen las conclusiones obtenidas a lo largo del TFG.
Para finalizar se analizan las lineas futuras del presente TFG.



Capitulo 2

Estado del Arte

2.1. Una nueva moneda y un nuevo mercado: historia de
la criptomoneda

Desde el comienzo de la humanidad siempre ha existido el trueque, el intercambio
de bienes y/o servicios ha sido clave para el desarrollo de la sociedad tal y como
la conocemos. Posterior al trueque aparecieron las monedas de plata y oro para
regular los intercambios, con lo que se introduce un elemento de referencia con el
que comerciar mas facilmente. [1]

Actualmente tenemos un sistema fiduciario donde el valor del dinero descansa en
la confianza de la sociedad sobre el instituto emisor, en la mayor parte de los casos
un banco central. En el ano 2009 con el fin de acabar con el monopolio de los estados
sobre los mercados y sobre el dinero mundial, Satoshi Nakamoto crea el Bitcoin[2], una
moneda electrénica descentralizada sin costes de transaccién y con una alta velocidad
de transferencia. Este es el nacimiento de las criptomonedas, un tipo de divisa digital
que emplea un encriptamiento fuerte y tiene un control descentralizado. Para que
un sistema pueda ser considerado una criptodivisa tiene que cumplir los siguientes
requisitos [3].

e El sistema no necesita una autoridad central. Asi, su estado es mantenido a
través de un consenso distribuido.

e El sistema mantiene control sobre todas las unidades y los propietarios de estas.

e El sistema determina si se pueden crear nuevas unidades. En caso afirmativo,
el sistema debe definir las circunstancias de su origen y cémo determinar el
propietario de las nuevas unidades.

e Sélo se puede asegurar la propiedad de una unidad a un usuario de manera
criptografica.

e El sistema permite las transacciones de unidades, en las cuales se cambia el
propietario de estas. Una transaccién solo puede ser efectuada si se puede probar
el actual propietario de estas unidades.

Con la creacion de esta nueva forma de pago se genera un nuevo mercado: el
mercado de las criptomonedas. Actualmente existen mas de 4000 criptomonedas,
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aunque el 90% del mercado estd dominado por sélo 20 criptodivisas [4]. La
capitalizaciéon de mercado en el ano 2021 alcanzé los 2.5 billones de dolares (Ver
Figura , de los cuales los mayores porcentajes corresponden a Bitcoin (BTC) y
Ethereum (ETH), 44 % y 18 % respectivamente, como se puede apreciar en la Figura
2.2

Zoom 1D 7D 1M 3M 1A YTD TODO Apr 28,2013 — Augl18,:

de 24
horas

MM

2014 2015 2016 2017 2018 2019 2020 2021

Volumen

2018

Cap. de Mercade @ Volumen de 24 horas

Figura 2.1: Capitalizacién total del mercado de la criptomoneda. [5]

2.2. Blockchain, la base de las criptomonedas

Las criptomonedas estan basadas en un sistema peer-to-peer. Para poder com-
probar que las transacciones solo se realizan una vez se usa el sistema Blockchain.[7]
Blockchain es un sistema distribuido, donde todos los nodos estdn conectados sin
depender de ninguno central. Se basa en un conjunto de bloques unidos en orden
(Figura , donde cada bloque almacena una cadena de las transacciones realizadas,
informacién del propio bloque y dos hash: uno del bloque anterior y otro del propio

bloque para relacionarlos.

Para anadir un nuevo bloque se usa una proof-of-work, para lo que se resuelven
algoritmos de alta complejidad que requieren un alto uso de CPU, una vez anadido el
bloque es imposible modificar la cadena, de esta manera se asegura que cada moneda
se pueda gastar solamente una vez [2].
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Figura 2.2: Dominio de capitalizacién total de mercado, % [6]
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Figura 2.3: Representacién blockchain.[§]

2.3. Mercado de la criptomoneda

El mercado de la criptomoneda funciona unicamente mediante la oferta y la
demanda. Es extremadamente volatil debido a multiples factores, como la falta de
regulacién del mercado o la gran cantidad de especulacién [9]. Es por esto que hay
que ser muy cuidadoso al invertir en este mercado. Los precios de la criptodivisa
son un proceso estocastico no estacionario y no lineal. Se ha tratado de predecir
con modelos de series lineales cldsicos como ARIMA (modelo autorregresivo integrado
de promedio mévil), ARMA (modelo autorregresivo de promedio mévil) o a-Sutte
indicator (Ver apartado sobre trabajos relacionados). Estos modelos al estar
disenados para series temporales lineales no funcionan de manera 6ptima con el
mercado de la criptomoneda, por eso emplearemos algoritmos de Machine Learning.

2.4. Machine Learning

El Machine Learning (ML) es una aplicacién de la Inteligencia artificial. En el ML
se entrena un sistema para procesar y hacer uso de una gran cantidad de datos, esto
es especialmente 1util actualmente, donde el Big Data esté floreciendo gracias al uso de
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nuevas tecnologias, que nos proporcionan una mayor capacidad de almacenamiento y
procesamiento. Existen multiples usos de esta tecnologia, desde el reconocimiento de
imagenes y sonidos hasta coches auténomos, pasando por la realizacién automaética
de diagndsticos médicos.

Hay 3 paradigmas bésicos en el ML (Ver Figura : Aprendizaje supervisado,
aprendizaje no supervisado y aprendizaje por refuerzo. Todos ellos tienen el mismo
objetivo, generar una funcién de la forma f : X — Y. Es decir, que al introducir
unos datos (X) a la entrada se devuelva una prediccién de datos (Y) a la salida.
Independientemente del paradigma usado y del problema que se quiere solucionar
siempre se siguen una serie de pasos principales:

1. Definicién del problema.

2. Recopilacién de datos.

3. Procesado de los datos.

4. Eleccion del modelo.

5. Entrenamiento del modelo.

6. Evaluacién del modelo.

2.4.1. Aprendizaje Supervisado

En este paradigma se divide el conjunto de datos en dos subconjuntos, el set
de entrenamiento y el set de testeo. Primero se entrena el modelo utilizando unos
datos etiquetados. Que estén etiquetados significa que para cada caracteristica de
entrada X, conocemos el valor de su atributo objetivo Y. Una vez que termina el
proceso de entrenamiento se usan los datos de testeo para predecir el atributo objetivo
y contrastar con los valores reales, y asi hallar la precisién de nuestro algoritmo.
El aprendizaje supervisado se usa en problemas de prediccién de valores continuos,
llamados problemas de regresion y en problemas de prediccion de valores discretos,
llamados problemas de clasificacion. En este TFG se usara aprendizaje supervisado
dado que se plantea un problema de regresién. El objetivo es estimar la variable x en
un tiempo futuro: Z[t + s] = f(x[t], z[t — 1], ....,z[t — n],s > 0, donde s es el horizonte
temporal a predecir.

2.4.2. Aprendizaje No Supervisado

Cuando no tenemos una caracteristica objetivo y solo conocemos los datos de
entrada usamos el aprendizaje no supervisado. En este tipo de aprendizaje describimos
la estructura de los datos para tratar de obtener un ordenamiento de estos. Se usa en
problemas de segmentaciéon y clustering.

2.4.3. Aprendizaje por Refuerzo

En el aprendizaje por refuerzo se usa un sistema de retroalimentacién, donde la
maquina aprende por ensayo y error. Se intenta alcanzar un comportamiento éptimo
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para la resolucion del problema, aprendiendo de iteraciones pasadas y maximizando
la recompensa. [10]

Enfrenamiento Recompensa
Entrada Salida Enfrada Salida Enftrada Salida

Aprendizaje Aprendizaje Aprendizaje
P No por
Supervisado Supervisado Refuerzo

Figura 2.4: Tipos de aprendizaje.

2.5. Algoritmos para la Regresién

Para predecir el valor de la criptomoneda, tipicamente se usa la regresion. Existen
multiples algoritmos para la realizacién de esta tarea y el objetivo de este TFG es
encontrar el méas fiable y rdpido. A continuacién, se presenta una lista de los mas
importantes:

e Regresion Lineal

Arbol de Decisién

Algoritmos Bayesianos

Support Vector Machine (SVM)

Random Forest

Redes Neuronales

e Red Neuronal Recurrente (RNN)

o Long Short Term Memory (LSTM)
o Gated Recurret Units (GRU)

e Red Neuronal Convolucional (CNN)
e Red Neuronal Recurrente Convolucional (CTRNN)

Entraremos en detalle en los algoritmos que se usan en el presente TFG: Redes
neuronales recurrentes, en especifico LSTM y GRU.

2.6. Redes Neuronales

Las Redes Neuronales Artificiales (ANN) estén inspiradas por las redes neuronales
biologicas. Una neurona biolégica tipica consta de 3 partes principales: Axdn,
dendrita y cuerpo celular. Las dendritas permiten establecer contacto con otras
neuronas mediante sinapsis. Esta genera una descarga quimica que provoca una
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Dendrita

Nucleo

Terminal del
Axon

Cuerpo Nodo de
celular Ranvier

%

(e J Célula de

Schwann

N

Axon
Mielina

Figura 2.5: Neurona. [11]

corriente eléctrica. Cuando un impulso llega al extremo del axén la neurona segrega

neurotransmisores que inhiben o excitan a la neurona.

El equivalente de las neuronas bioldgicas en las ANN es el perceptron, a la entrada

tenemos un valor z, que es multiplicado por su peso W,,, estos valores se suman y

se pasan por la funcién de activacién que devuelve un resultado binario. Se puede

representar mateméticamente su comportamiento mediante la Ecuacién

Constant

inputs —

19 17

n

y=_ [(Wpzn+D) (2.1)

i=1

Weights

Weighted
Sum

Step Function

Figura 2.6: Perceptron. [12]
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Existen diversas funciones de activaciéon dependiendo del resultado deseado, las
mas utilizadas son la funcién escalén, la funcién sigmoide y la funcién lineal.

0.5 0.5 0.3

—0.5 =03 0.5

linear piecewise linear step

] 3 N . |
i tanh(x)= £—¢ sigmoid(x) =
sign (x) o gmoid(x) to

—X

Figura 2.7: Funciones de activacién. [13]

Una combinacién de neuronas artificiales crea una red neuronal. Dependiendo de
la configuracion de la red esta puede ser multicapa, modular o de realimentacién.
La que se usard en este TFG serd una red multicapa con realimentacién, que consta
de 3 tipos de capas interconectadas, la capa de entrada, la capa oculta y la capa
de salida (ver Figura . La informacién se propaga a través de las neuronas de
entrada hasta la capa de salida. La primera capa es pasiva, tiene tantos nodos como
variables existan y solamente transmite la informacion hasta las capas ocultas, estas
tienen funciones de activacién no lineales que permiten que la red aprenda a resolver
problemas mas complejos, pero su proceso de aprendizaje es mas complicado.|[I3] La
red aprende mediante la actualizacién de un peso w;; entre una neurona j obteniendo
datos z; de una neurona i y produciendo una salida oj, este peso representa la
frecuencia de interaccién entre las dos neuronas para producir el resultado de la red.
La actualizacién del peso Aw;; viene dada en la Ecuacién

donde 7 es el ratio de aprendizaje y F' es una funcién multiplicativa.

2.7. Redes Neuronales Recurrentes

En 1982 John Hopfield creo la primera neurona recurrente, la red de Hopfield. [15]
Las redes neuronales recurrentes permiten estudiar secuencias de datos temporales
de un tamano incierto y predecir el préximo valor. Una neurona recurrente puede
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Capa de Capa Capa de
Entrada Oculta salida
Entrada 1
®__-'-_'-"-—-.._._*
Entrada 2 @

Figura 2.8: Red neuronal. [14]

recordar valores anteriores, es decir, posee memoria. En cada instante de tiempo la
neurona recibe dos entradas, X que es la entrada de la capa e Y que es la salida del
instante anterior. En la Figura [2.9| se representa una red neuronal recurrente, que es
una combinacién de neuronas recurrentes.

Yi-3 Yi-2 Y1 Yi

Xt.3 Xt.2 Xt.1 X4

Figura 2.9: Red neuronal recurrente. [16]

2.8. Long Short Term Memory

En las redes neuronales recurrentes existe una limitacion importante, el problema
de desvanecimiento del gradiente. Esto provoca que las redes no tengan memoria a
largo plazo. Los gradientes son valores usados para actualizar los pesos de las neuronas
de la red, el problema ocurre cuando el gradiente se desvanece mientras se propaga,
impidiendo el cambio de los pesos de la red al ser demasiado pequeno para aportar.
Para solventar este problema se crean las LSTM, redes que amplian su memoria para
poder recordar las entradas por un periodo mas largo. En funcién de la importancia
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de la entrada se almacenara o no la informacién. En una neurona LSTM existen 3
puertas (ver Figura [2.10]), la puerta de entrada, la puerta de olvido y la puerta de

salida [17].

LSTM

forget gate cell state

input gate output gate

S ® 8 o -

sigmoid tanh pointwise pointwise vector
multiplication addition concatenation

Figura 2.10: Neurona LSTM.[17]

En la puerta de olvido entra la suma del estado anterior y la informacién de la
entrada actual, el resultado de la suma se multiplica por una sigmoide y el valor de
salida esta entre 0 y 1. Cerca de 0 se olvida y cerca de 1 se mantiene. La puerta de
entrada decide qué valores seran actualizados en el estado de la célula. La puerta de
salida entrega el préximo estado oculto.

2.9. Gated Recurrent Units

Una neurona GRU (ver Figura ?7es muy similar a una neurona LSTM. En una
neurona GRU existen dos puertas, la de actualizar y la de reset [17]. La puerta de
actualizar decide la informacion que se conserva y la informacién que se olvida. La
puerta de reseteo discrimina cuanta informacion pasa al siguiente estado oculto.

reset gate

v

update gate

Figura 2.11: Neurona GRU[IT].
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2.10. Arboles de Decisién

Un érbol de decisién es un tipo de algoritmo parecido a un diagrama de flujo
(ver Figura , posee un nodo raiz, nodos de decisién y nodos hoja. Cada nodo de
decision representa un atributo de los datos y ofrece varias ramas, llamadas reglas de
decisién, a través de estas ramas se conectan los nodos hoja, los cudles corresponden
a una etiqueta de la prediccién [I§].

___________ | — l

! Decision Node  Sub- : Decision Node

: Tree |

. v | Y ] |

'« LeafNode LeafNode ' Decision Node Leaf Node
Leaf Node Leaf Node

Figura 2.12: Arbol de decisién [18].

2.11. Random Forest

Random Forest estd formado por arboles de decision incorrelados que operan como
un conjunto, cada arbol predice un resultado y la media de los resultados individuales
se convierte en la prediccién del modelo[19].

2.12. Evaluacién de resultados

Para la evaluacién de los resultados obtenidos, expuestos en el Capitulo [ se
usaran una serie de métricas destinadas a determinar la precisién del modelo, dichas

métricas son las siguientes.

e Error Cuadrético Medio (MSE):

Funcién de pérdida que mide el promedio de los errores al cuadrado. Se calcula
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como la diferencia entre el estimador y lo que se estima. Véase Ecuacién

1N
MSE ==Y (Y; - Y;)’ 2.
S ni:1( ) (2.3)

dénde Y; es un vector de n predicciones e Y; es un vector de n con los valores
reales.

e Raiz del Error Cuadratico Medio (RMSE):

Es la raiz del MSE, se usa para informar del desemperno del sistema. Es 1til ya
que devuelve las mismas unidades objetivo. Por ejemplo, si la unidad original
son délares MSE devuelve dolares al cuadrado y RMSE devuelve dolares. Esta
expresando en la Ecuacién 2.4

RMSE = VMSE (2.4)

e Error Absoluto Medio (MAE):

Promedio de diferencias absolutas entre los valores reales y las predicciones. Al
contrario que MSE y RMSE es una puntuacién lineal, es decir, todos los errores
se ponderan igual. Matematicamente se ve en la Ecuacién [2.5

1 & N
MAE =~ |[Yi = Y| (2:5)
=1

e Coeficiente de determinacion(R?):

Este coeficiente esta libre de escala, devuelve valores entre —oo y 1. Cuando sea
negativo significa que el modelo es peor que calcular la media. Se define en la

Ecuacién 2.6
M S E(modelo)

MSE(base)

dénde MSE (modelo) es el que hemos definido en la Ecuacién [2.3|y MSE (base)
es el modelo mas simple posible, que seria predecir siempre el promedio de todas

R*=1- (2.6)

las muestras [20].

e Méximo error (ME):

El méximo error es el peor caso de nuestra prediccién, es decir, cuando la
diferencia entre el valor predicho y el valor real es maxima.

M E = mazx|valor predicho - valor real| (2.7)

e Normalized Root Mean Square Error (NRMSE): El NRMSE es el valor
normalizado del RMSE. Esta métrica expresa en porcentaje la diferencia entre
los valores predichos por el modelo y los valores reales, y nos da una idea de la
diferencia entre el valor maximo y el valor minimo predicho.

RMSE

NRMSE = ———— %100 (2.8)
Pprecio maximo — precto minimo
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2.13. Trabajos Relacionados

Existe una amplia bibliografia relacionada con la prediccién de los movimientos
del mercado de la criptomoneda. Asi mismo, existen multiples formas de hallar estas
predicciones. Se usan variables como la cantidad de twits publicados sobre el BTC y el
precio de éste. En [21] se prueba la correlacion entre la cantidad de veces que el BTC
es mencionado en Twitter y su subida de precio al dia siguiente. Tradicionalmente, los
mercados han sido estudiados mediante técnicas estadisticas lineales clasicas, como
ARIMA (modelo autorregresivo integrado de promedio mévil), un modelo que utiliza
variaciones y regresiones de datos con la finalidad de encontrar patrones para la
prediccién de valores. Sin embargo, en [22] se comprueba que el Machine Learning
tiene un mejor rendimiento que las técnicas estadisticas lineales. En este estudio se
usa RNN y LSTM, con los cudles se alcanzé una precisién del 52 % con un RMSE
del 8%. En [23] se obtuvo mediante Redes Neuronales, Support Vector Machines y
LSTM una precision del 65 % para predicciones en el siguiente dia y entre el 62 % y
el 64 % para una prediccién entre el 62 y el 902 dia . En [24] se concluye que a-Sutte
Indicator, un modelo lineal estadistico méas reciente, tiene una mejor precisién y un
menor valor de MSE Y RMSE que ARIMA y NNAR. Sin embargo siguen siendo mas
efectivos los metodos de Machine Learning. En [25] se prueba que debido a que el
mercado de la criptomoneda es no lineal y contiene patrones ocultos, funcionan mejor
las técnicas de aprendizaje profundo, como las redes neuronales recurrentes o las redes

convolucionales.



Capitulo 3

Diseno del Sistema

Este Capitulo describe el proceso de diseno realizado para crear los sistemas de
prediccion del precio de la criptomoneda. En la Seccién se especifica el software
utilizado, en la Seccion se muestran los datos recopilados antes y después de su
procesamiento. En la Seccién se detalla como se ha realizado el preprocesado de
los datos. Por 1ltimo en la Seccién [3.5]se detallan las arquitecturas de los modelos de
ML.

El disenio global de los sistemas es el mismo para todos. Consiste en el preprocesado
de los datos para que puedan ser introducidos en el modelo que corresponda.
Posteriormente se realiza una validacién para ver la efectividad de cada sistema.
Cuando se comprueba que el sistema funciona correctamente se procede a la
prediccion de valores futuros. Durante todas las etapas de desarrollo se visualizan
los resultados obtenidos para una mejor comprensién de estos. Una representacién de
como funcionan los sistemas se muestra en la Figura [3.1

Input lE
E Preprocesado Entrenamiento Validacién F'redlt%tﬂz?o\;alores

Y h 4

‘J Visualizacién L

Figura 3.1: Disenio de los sistemas.

3.1. Tecnologias utilizadas

Existen dos tecnologias esenciales para el desarrollo de los sistemas y que son
usadas en mayor o menor medida a lo largo de todo el Trabajo de Fin de Grado.
Estas tecnologias son Python y Google Colab.

15
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3.1.1. Python

Python es un lenguaje de programacién de tipo interpretado y multiparadigma. Es
de tipado dindmico y soporta orientacién a objetos [26]. En la Figura se muestran

las caracteristicas mas importantes de este lenguaje.

Cadigo Interprete Traduccion
legible p ¥ ejecucidn

MULTIPLATAFORMA INTERPRETADO

Windows Linux Macintosh

TIPADD DINAMICO MULTIPARADIGMA

T'g':s Tipado MUt::'OH Imperativo Funcional Orientado
variable fuerte variables a objetos

Figura 3.2: Caracteristicas de Python.

Es el lenguaje dominante en el campo del Machine Learning, esto se debe a su gran
cantidad de bibliotecas en cédigo abierto, que le otorgan una gran versatilidad en todas
las tareas necesarias al desarrollar un proyecto de ML: extraccién y procesamiento de
datos, aplicacién de algoritmos y evaluacién de resultados. Ademds, es un lenguaje
que debido a su sintaxis sencilla, facilita su aprendizaje y la creacién de cédigo legible.
Las bibliotecas utilizadas en el presente TFG son las siguientes:

e Numpy: Permite realizar operaciones matematicas con arrays y matrices de
multiples dimensiones.

e Pandas: Se usa para la manipulacién de datos y el andlisis de estos. Permite
leer ficheros y convertirlos en una estructura llamada DataFrame.

e PyTorch: Libreria de Machine Learning, con ella se crean y entrenan los modelos.
Permite trabajar mediante tensores y con una aceleracion a través de GPU. Las
redes neuronales profundas estan construidas sobre un sistema de diferenciacion

automatica.

e Matplotlib: Dibuja y grafica, es una extensién de Numpy.

Es importante senialar que con PyTorch se pueden crear redes neuronales desde
cero usando tensores, pero también se pueden crear usando la clase torch.nn, que
proporciona funciones y clases ya definidas para hacer redes neuronales més flexibles
y faciles de leer. En este TFG usaremos esta segunda forma de generacion de redes
neuronales profundas.
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3.1.2. Google Colab

Google Colab es un servicio cloud gratuito, basado en los cuadernos de Jupyter y
con multiples librerfas ya instaladas en el entorno, por lo que no requiere configuracién.
Utiliza un kernel con Python 3, los cuadernos se guardan en Google Drive y se
pueden exportar a GitHub. El cédigo se ejecuta en una maquina virtual asignada a la
cuenta de Google automaticamente. Los recursos asignados a cada maquina virtual
son variables dependiendo de multiples factores. Debido a la fluctuacion de los limites
en dichos recursos Google no publica los detalles del entorno. Sin embargo, se puede
usar una GPU para acelerar la maquina virtual.

3.2. Hardware

Para acceder a Google Colab y realizar este Trabajo de Fin de Grado se utiliza
un ordenador portatil. Las caracteristicas se especifican en la Tabla

Procesador RAM  Tipo de sistema

Intel(R)Core(TM) 15-6200U 8,00 GB Windows 10 Home
CPU @ 2.30GHz 2.40 GHz

Tabla 3.1: Caracteristicas del Hardware.

3.3. Recopilacion de Datos

Los datos recopilados son extremadamente importantes, ya que constituyen la
base de todo el sistema. Se utiliza una API (Application Programming Interface) [27]
para recolectar los datos de la criptomoneda desde su creacién hasta el 06/01,/2022.
La API utilizada es Binance, una API publica y gratuita que entrega informacién
de multiples criptomonedas. En concreto, usaremos los datos de BTC (Bitcoin). Las
caracteristicas que ofrece son las tipicas de un grafico de velas (ver Figura con
los siguientes datos : open price, close price, high price, low price, volume y otros
valores que seran explicados posteriormente en este capitulo. Los datos se obtienen
mediante una peticién al servidorE] donde se incluye toda la informacién necesaria:
tipo de moneda, tiempo de inicio, tiempo de finalizacién e intervalo entre los puntos
obtenidos. La respuesta a esta peticion es un archivo JSON con los datos pedidos.

3.4. Preprocesado de los Datos

Una vez recolectados todos los datos hay que preprocesarlos para introducirlos
en el algoritmo. Primero se formatea la respuesta en un dataframe pandas con todos
los datos obtenidos. Si imprimimos la cabecera del dataframe obtenemos los datos

Thttps://api.binance.com/api/v3/klines?symbol=BTCUSDT&interval=6h&startTime=
1502942400000&11imit=2000


https://api.binance.com/api/v3/klines?symbol=BTCUSDT&interval=6h&startTime=1502942400000&limit=2000
https://api.binance.com/api/v3/klines?symbol=BTCUSDT&interval=6h&startTime=1502942400000&limit=2000
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(a) Ejemplo de grafico de velas. (b) Significado de las velas

Figura 3.3: Gréficos de velas[2§]

de la Figura Se aprecia que open time estd expresado en milisegundos, por lo
que tenemos que pasarlo a formato estdndar dd/mm/yyyy. La informacién mostrada
en este ejemplo corresponde al mercado BTC/USD, esto es, el precio del Bitcoin al
Dolar Estadounidense.

open_time  open  high low close volume close_time quote trades takers buy base takers_buy_ quote ignoze
0 1.502950e+12 4330.29 448539 4287.41 4427.30 75.292822 1.502971e+12 3.330245e+05 309.0 66.192786 2.931407e+05 8020.698096
1 1.502971e+12 4436.06 4485.39 423545 4289.24 301.685704 1.502993e+12 1.321749e+06 1448.0 203.178404 8.921018e+05 8243.913773
2 1.502993e+12 4289.24 4369.69 4200.74 4285.08 347.755926 1.503014e+12 1.497326e+06 1397.0 290.268777 1.249413e+06 8733.911395
3 1.503014e+12 4285.08 4340.62 4134.61 4313.56 391.159844 1.503036e+12 1.667910e+06 1670.0 306.370008 1.308099e+06 9073.698885
4 1.503036e+12 4313.56 437152 4247.75 4340.31 329.562357 1.503058e+12 1.417446e+06 1381.0 279.037993 1.200049e+06 9366.914508

Figura 3.4: Datos obtenidos mediante API Binance.

El preprocesado consiste en depurar los datos mediante una serie de técnicas:

e Limpieza: Deteccién de datos nulos o anémalos para corregirlos. En nuestro
caso no tenemos ningun error en los datos por lo que no hace falta realizar una
limpieza.

e Transformacién: Transformar el dataset en datos equivalentes, en nuestro caso
se normalizan los datos con una media de 0 y una desviacién estandar de 1.

e Reduccion: Se seleccionan los atributos mas ttiles para la prediccién, para lo
cual calculamos la correlacion entre ellos.

3.4.1. Correlacion de los Datos

Se eligen los datos mas relevantes, es decir, los que entreguen mas informacién
para el entrenamiento del algoritmo. Para determinar que datos son méas importantes

se visualizan todos

se realiza una correlacién de todos los datos. En la Figura
los datos: open price,close price , low price, high price, volume, taker buy base, quote
(volumen del mercado en délares). Se distingue a simple vista que open price, close
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Figura 3.5: Todos los datos del BTC

price, low price y high price son extremadamente similares. Generamos una matriz
de correlaciones (ver Figura , los colores claros implican una mayor correlacién
y los tonos oscuros no tienen correlacién. En esta primera imagen se representan
todas las caracteristicas. Incluimos una segunda imagen donde se aprecia la fila de
close en detalle (ver Figura . Se puede apreciar que open, high, low y close estdn
altamente correlados, lo que significa que tienen informacién muy parecida, por lo
que Unicamente es necesario introducir una de las caracteristicas en el algoritmo.
Se ha elegido una de las caracteristicas aleatoriamente, ya que aportan la misma
informacién. Se decide emplear el valor de close. A su vez volume y takers buy
base estan correlados entre ellos pero incorrelados con el resto, por lo que se ha
decidido seleccionar uno de ellos, de nuevo al aportar la misma informacién da
igual que caracteristica se utilice, se selecciona volume. El resto de caracteristicas
son ignoradas pues no aportan ninguna informacién adicional. Después de hacer las
pruebas expuestas en el Capitulo 4 se observa que el rendimiento al introducir las
dos caracteristicas en el algoritmo es muy similar a cuando solo se introduce el precio
de cierre, sin embargo el entrenamiento con dos caracteristicas requiere mucha mas
potencia y tiempo. Por lo cual se decide entrenar los modelos con tnicamente el precio
de cierre.
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Figura 3.6: Matriz de correlacién.
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ignore
takers_buy_base - 075
volume 0.50
trades - 0.76 0.25
quote - 0.79
0.00
takers_buy_quote - 0.79
open - 1 -0.25
low - 1 -0.50
high - 1 —0.75
close - 1
--1.00

[
close

Figura 3.7: Correlacién de close.

3.4.2. Transformacién de los Datos

Debido a que el sistema LSTM usa en sus puertas la funcién sigmoide y la
funcién hiperbdlica tangente (tanh) es necesario normalizar los datos para optimizar
el algoritmo. La razon de esta normalizacion es que la salida de una funcién sigmoide
estd comprendida entre 0 y 1. Lo mismo pasa con la funcién tanh con la diferencia
que la salida oscila entre -1 y 1. Para normalizar los datos se hace un escalado con la
media y la desviacion tipica, como se puede observar en la Ecuacién [3.1

Z; = T7H (3'1)
g

-1.0

-0.8

0.6

0.4

0.2

0.0

-0.2
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donde z; es el valor normalizado con i € {1,..., N} siendo N el numero de muestras,
w es la media y o es la desviacién tipica. Esta ecuacion devuelve el valor normalizado
con una media de 0 y una desviacién tipica de 1. Ademads, la normalizacién de los
datos permite que la red neuronal realice menos cdlculos y por lo tanto sea mas rapida
y eficiente. Los datos conservan la misma forma, pero en vez de encontrarse entre 0 y
68 633 dolares oscilan en el intervalo [-0.8415 , 2.953], como se puede ver en la Figura

B
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Figura 3.8: Normalizaciéon de valores

3.4.3. Algoritmo de Backpropagation

El objetivo de los sistemas aqui expuestos es crear una funciéon que relacione
las variables de entrada X (precios histéricos del BTC) con las variables de salida
Y (futuros precios del BTC), esto se consigue minimizando mediante multiples
iteraciones la diferencia entre los valores estimados y los valores reales, esta diferencia
es llamada funcién de coste. Para encontrar los valores minimos de esta funcién hay
que encontrar los pesos adecuados de las aristas que unen las neuronas de la red. El
descubrimiento de estos pesos se logra gracias al algoritmo de backpropagation (ver
Figura . De esta forma se pueden predecir valores futuros.
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Figura 3.9: Algoritmo de backpropagation para redes neuronales.[29)

3.4.4. Division del Dataset

Para generar los valores de entrenamiento y los de validaciéon se realiza un
enventanado. A continuacién se detalla el proceso. El proceso de enventanado prepara
el dataset (conjunto de datos) para su entrada al sistema, y genera dos arrays.
Primero genera un array de dos dimensiones: X (Figura . La primera dimensién
corresponde con el tamafnio de la ventana, y la segunda dimension es el tamano del
dataset menos el nimero de puntos del enventanado. Este array contiene los datos
de entrenamiento. El segundo array Y (Figura tiene una dimensién y contiene
los datos de validacién. Las predicciones se realizaran cada 1 dia, 5 dias, 10 dias y 20
dias. Esta variable se denota como TP (Tiempo de Prediccién). El nimero de puntos
del enventanado y la frecuencia de muestreo son los dos factores clave para seleccionar
el TP (véase Ecuacion , por ejemplo para un tiempo de prediccién de 5 dias con
un periodo de muestreo de 6 horas se necesita un enventanado de 20 puntos (variable
X) y se predice el punto 21 (variable Y'), ndtese que el tiempo de prediccién es un
multiplo del periodo de muestreo.

Periodo de muestreo * N°puntos 6 * 20
TP = fas = —— 2
24horas — o dias 24 (32)

En el preprocesado el dataset se divide en un 80 % para los datos de entrenamiento
y un 20 % para los de validacién. Esta separacion se hace de manera no aleatoria para
poder visualizar los datos facilmente. Como resultado final obtenemos 4 arrays:

e Xtrain: Contiene los datos de entrenamiento.

e Yirain: Contiene los resultados esperados después del entrenamiento.
e Xtest: Contiene los datos de validacion.

e Ytest: Contiene los resultados de Xtest.

Sin embargo, al cargar el dataset en el algoritmo, usamos la clase DatalLoader
integrada en PyTorch, gracias a esta clase si que anadimos una randomizaciéon de
los datos al usar Shuffle = True. Esta division aleatoria nos asegura una méxima
variabilidad en los datos. Ademas la clase Dataloader divide los datos en lotes de
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Figura 3.10: Tensor de entrenamiento X.
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Figura 3.11: Tensor de resultados Y.

datos de tamano 128 llamados batchs. Estos lotes se introducen en cada iteracién del
entrenamiento llamado epoch. Una definicién més exhaustiva de batch y epoch serd
presentada en la Seccién

El nimero de datos estd determinado por el tiempo de intervalo entre puntos, por
ejemplo, si el dia 30/11/2021 a las 15:30 horas establecemos un tiempo de intervalo
igual a 6 horas obtendremos un dataset de 6 260 puntos x 10 columnas. Después de
la reduccién de datos quedan 2 columnas (precio de cierre y volumen) y el mismo
numero de puntos. Una vez terminado el preprocesamiento de los datos ya se pueden
introducir en los sistemas de ML. Un alto niimero de datos provoca un problema
de overfitting, es decir, se produce un error debido a que el modelo tiene demasiada
informacién por lo que no aprende correctamente. Este error se puede detectar porque
el error de entrenamiento es muy bajo, pero al hacer la prediccién y en la etapa de
validacion el error es alto.
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3.5. Arquitectura de las Redes Neuronales

En esta seccién se muestra la arquitectura disenada para cada sistema de
prediccion. Todas las redes neuronales tienen la misma estructura general, una capa
de entrada donde se introducen los datos, una o varias capas ocultas que calculan la
funcién que genera la prediccion y una capa de salida que recoge todas las salidas de
las capas ocultas y entrega la salida final, la prediccién buscada.

3.5.1. Long Short Term Memory

Este modelo esta compuesto por una capa de entrada lineal que mapea las entradas
hacia un espacio de caracteristicas de alta dimensién y un nimero de capas LSTM
a definir por medio de un proceso de sintonizacién. En este TFG se analizarédn los
casos con 1, 2 y 3 capas. El nimero de neuronas de la capa de entrada es igual a
la dimension del tensor que se introduce en la red, o lo que es lo mismo, el ntimero
de caracteristicas que entran al sistema. En el caso de las capas LSTM, se tiene que
definir el niimero de neuronas buscando la configuracion éptima. Se probara con 16,
32, 64 y 128 neuronas. En total tenemos 16 combinaciones posibles para el diseno de
las capas ocultas. La capa de salida recibe la salida de las capas ocultas y devuelve
un tensor como el mostrado en la Figura . La arquitectura esta representada en
la Figura|3.12

E

l

Capa lineal Entrada

Capas
ESIn= 7 Ocutas

Capa lineal Salida

i

5

Figura 3.12: Arquitectura LSTM.



3.5. Arquitectura de las Redes Neuronales 25

3.5.2. Gated Recurrent Unit

El disetio del sistema GRU es muy similar al de la red LSTM, tenemos una entrada
lineal, un ntimero de capas GRU por definir y una capa lineal de salida que devuelve el
precio de la criptomoneda. También se prueban diferentes configuraciones para buscar
la configuracion éptima. La arquitectura esta representada en la Figura [3.13

E
{ Capa lineal J Entrada
L
{ GRU1
L
Capas
{ GRUZ2 } " Ocultas
L
{ GRU3 )
Y
{ Capa lineal } Salida
5

Figura 3.13: Arquitectura GRU.
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3.6. Hiperparametros

En este apartado se introducen y definen los hiperparametros que se deben ajustar
en cada sistema y para cada tiempo de prediccién. En el Capitulo 4, destinado
a los resultados, se muestran los hiperpardmetros utilizados y como afectan a las
métricas empleadas para determinar la precisién del modelo. Los hiperpardametros se
obtienen de manera heuristica, es decir, son una configuracién externa que tenemos
que determinar en base a un método de prueba y error. Son dificiles de optimizar
yva que el método es inexacto y la mejora del sistema depende de la cantidad de
hiperparametros que se prueben.

3.6.1. Hiperparametros de LSTM y GRU

Tanto el modelo LSTM como el modelo GRU tienen los mismos hiperparametros:

e Ratio de aprendizaje: El método del descenso de gradiente nos permite
automatizar la busqueda de los coeficientes que minimizan el MSE, los
coeficientes se actualizan de acuerdo a la Ecuacién dénde o es el ratio
de aprendizaje. Si es demasiado grande los cambios en W serdn muy bruscos,
si es demasiado pequeno el descenso de gradiente tardarda mucho en encontrar
la solucién.

OMSE

w W —
— « aw

(3.3)

e Batch size: Este parametro define el nimero de muestras que pasan por el
algoritmo para actualizar el modelo. En nuestro caso usamos un descenso de
gradiente Mini-Batch, lo que significa que el Batch size esta entre 1 y el tamafo
del dataset.

e Epochs: Un epoch estd comprendido por varios batches (lotes). Se puede pensar
como un bucle, donde cada vez que se introduce todo el dataset en el sistema es
un epoch, dentro de este bucle hay otro bucle anidado que itera las muestras con
el batch size sobre todo el dataset. Es decir, el niimero de epochs es la cantidad
de veces que todos los datos pasan por el algoritmo y el batch size es el nimero
de muestras en las que se divide el dataset para actualizar el modelo.

e Numero de neuronas de la capa oculta: El niimero de neuronas es el nimero
de nodos que se encuentran dentro de la capa LSTM. Este ntmero es dificil
de obtener puesto que es complicado predecir cudl serd su influencia en la red,
por lo que se prueba de manera heuristica. Este hiperparametro puede provocar
overfitting o underfitting.

e Numero de datos: El niimero de datos se modifica cambiando el periodo de mues-
treo. A este valor también se le denomina granularidad. Este hiperpardmetro
puede generar overfitting o underfitting.

e Funciones de activacién: Como se explicé en la Seccién las funciones de
activacién devuelven un resultado binario indicando si la neurona se activa, son
una parte fundamental de las redes neuronales. En el sistema LSTM usamos
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una funcién Rectificada linear (ReLU), esta funcién devuelve la entrada si es
positiva y 0 si es negativa.

e Numero de capas ocultas: La acumulacién de capas ocultas entrega mas
profundidad a la red. Como estamos operando sobre una secuencia temporal
de datos, anadir capas significa anadir niveles de abstraccién, por lo que
conseguimos modelos mas complejos y eficientes.

e Optimizador: La funciéon del optimizador es reducir la funcién de error. Para
esto, calcula el gradiente de la funcién de coste y modifica el peso de cada nodo
en la direccién negativa del gradiente[29]. Existen multiples métodos iterativos
que reducen la funcién de error. Los mds destacados y los que usaremos en
este TFG son: ADAM(Adaptive moment estimation), SGD(Stochastic Gradient
Descent) y RMSprop(Root Mean Square Propagation).



Capitulo 4

Resultados

En este Capitulo se muestran y analizan los datos obtenidos. Ademads se evalta
la precisién de cada modelo, de acuerdo a las métricas previamente definidas en
la Seccién Para simplificar la visualizacién e interpretacién de los resultados
se generan distintos modelos. Estos se utilizan para la sintonizacion de los hiper-
parametros (ver Tabla . Se prueban los modelos en ambos algoritmos, ya que
los dos tienen los mismos hiperpardametros. Para generar estos modelos modificamos
los hiperparametros definidos en el Capitulo 3: Ratio de aprendizaje, Batch size,
Epochs, Niimero de neuronas de la capa oculta, Niimero de datos, Nimero de capas
ocultas y optimizador. Se crean un total de 10 modelos con las combinaciones mas
relevantes y a cada modelo se le asigna un niimero de identificaciéon del 1 al 10. El
tiempo de prediccién (TP) es modificado en los primeros cuatro modelos, analizando
su influencia en los resultados. Eligiendo unos tiempos de prediccién de 1, 5, 10 y 20
dias. En los modelos 5 y 6 se modifica el Batch Size y el nimero de neuronas. Por
otra parte, en los modelos 7 y 8 se aumenta el niimero de capas LSTM (aplicando dos
y tres capas). Finalmente, en los modelos 8, 9 y 10 se aumenta el Batch size hasta
128. Concluyendo el capitulo se discuten y analizan los resultados.

Model Batch Size Neuronas N2 capas ocultas N2 Datos TP
1 32 32 1 6 373 1 dias
2 32 32 1 6 373 5 dias
3 32 32 1 6 373 10 dias
4 32 32 1 6 373 20 dias
5 64 64 1 6 373 5 dias
6 64 128 1 6 373 5 dias
7 64 32 2 6 373 5 dias
8 128 32 3 6 373 5 dias
9 128 64 2 6 373 5 dias
10 128 32 2 6 373 5 dias

Tabla 4.1: Modelos generados.

28
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4.1. LSTM

De acuerdo al disefio realizado en el Capitulo 3 la red LSTM es probada con
distintos hiperparametros, para acercarnos a los valores que entreguen mejores
resultados.

Se han usado 3 optimizadores: ADAM, SGD y RMSprop. Se ha evaluado su
rendimiento con los mismos hiperparametros. Dichas condiciones corresponden al
modelo 10 mostrado en la Tabla [£.I] Estas pruebas han demostrado que el mejor
optimizador es ADAM, por lo que se ha usado en todos los modelos. Los resultados de
dichas pruebas se encuentran en la Tabla[£.2] En cuanto al learning rate, se ha decidido
usar el método de step decay, en este método el factor de aprendizaje decae cada cierto
numero de epochs. En este Trabajo de Fin de Grado el factor de aprendizaje decae
un 10 % cada 20 epochs (ver Figura [4.1).

Las métricas que devuelven los modelos LSTM se plasman en la Tabla
El objetivo es determinar que hiperpardmetros no tienen un impacto real en los
resultados y que numero de capas LSTM y neuronas son las éptimas para la red
recurrente. Del mismo modo, se ha calculado de manera empirica cual es el mayor
numero de puntos para que no exista overfitting, concluyendo que el mejor intervalo
entre puntos es de 6 horas, dando un total aproximado de 6 373 datos a fecha
30/12/2021 hora 19:25 (cada 6 horas se anaden mds datos al sistema). A partir de un
intervalo de 12 horas el error aumenta a la vez que aumenta el nimero de datos.

0.10 4

0.08 4

0.06 -

0.04 4

Learning rate

0.02 A

0.00

Epoch

Figura 4.1: Disminucién learning rate.
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Optim  RMSE [§] R’ NRMSE[%] MAE[$] MSE[$7] ME][$]
ADAM 1 852.908 0.961 2.819 1 312.099 3 433 271.550 7 802.806
SGD 6 219.730 0.561 9.464 4 659.830 38 685 050.339 17 631.753

RMSprop 29 373.787 -8.790 44.698 27 833.537 862 819 387.730 47 646.414

Tabla 4.2: Pruebas del optimizador.

4.1.1. Resultados de los modelos

Se ejecuta el algoritmo repetidas veces con las caracteristicas mostradas en la
Tabla las métricas son apuntadas después del funcionamiento del modelo y se
plasman en la Tabla Para apreciar e interpretar mejor los resultados se crean

Model RMSE [$] R? NRMSE[%] MAE[$] MSE[$?] ME[$]
1 2891.502  0.90527 440008  1702.9639 8 360 785.434 18 672.915
2 3820.335  0.8349 5.813 2 577.389 14 594 964.803 41 114.888
3 4952.0110  0.7236 7.5356 3483.612 24522 413.725 16 222.16059
4 78732319 -68.4118  119.809 32 589.254 6 198 778 193.940 257 719.795
5 1745780 0.9655 2.656 1350577 3047 750.453 9 215.804
6 17 100.162  -2.3052 26.021 11 534.893 292 415 558.072 40 928.227
7 2607.902  0.923 3.968 1870.255 6 801 156.357 9 554.627
8 4249.021  0.7957 6.4658 2 933.886 18 054 179.490 11079.675
9 5852.049  0.612 8.905 3 985.067 5 852.049 18 161.689
10 1346.690  0.9795 2.0404 921.269 1 813 574.207 12 272.89

Tabla 4.3: Resultados de los modelos LSTM.

varias graficas con las métricas obtenidas, de esta forma se puede visualizar la
informacién de una manera méas clara. El modelo 4 es retirado de las graficas debido
a que introduce mucho error al predecir a 20 dias, cambiando la escala e impidiendo
visualizar correctamente el resto de la informacién. En la Figura[4.2)se muestra el valor
del RMSE en azul y el del MAE en naranja. Es importante recordar que el RMSE
indica el ajuste absoluto del modelo a los datos, es decir, la raiz de la diferencia
entre el vector de predicciones y el vector con los valores reales. E1 MAE es el error
absoluto medio, la diferencia absoluta entre los valores reales y las absolutas. Se puede
observar como los minimos RMSE y MAE se obtienen con los modelos 10 (neuronas
= 64, batch size = 128, capas ocultas = 2) y 5 (neuronas = 64, batch size = 64, capas
ocultas = 1). Y los maximos errores se obtienen en el modelo 4, debido al TP = 20
dias, y en el modelo 6 (neuronas = 64, batch size = 128, capas ocultas = 1). Todos
los modelos menos el 6 y el 4 obtienen valores similares en RMSE y MAE, en torno
a los 3600 USD y 2350 USD respectivamente.

En la Figura[4.3]se grafica el méximo error cometido por el algoritmo, obviamente
cuanto menor sea mejor es la predicciéon. El maximo error cometido por los modelos
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(ver Figura se produce en el modelo 6 y 2, en torno a los 40 000 USD. El minimo
error maximo es aproximadamente de 10 000 USD, obtenido por los modelos 5 y 7.
En la Figura se representa R?, el coeficiente de determinacién. Esta métrica
puede tomar los valores entre —oo y 1. Dénde un valor de 1 significa que el ajuste
del modelo a la variable es perfecto. Cuanto menor sea este valor peor ajustado se
encuentra el modelo, por lo que es menos fiable. El peor resultado corresponde al

modelo 6, lo que coincide con el resto de métricas. Los mejores modelos son el 5 y el
10.

usD ($)
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Figura 4.2: RMSE y MAE modelos LSTM.

Precio($)

15000
10.000
5.000 I I
0
z 3 4 3 7 g ] 10

Modelos: s

Figura 4.3: Maximo error modelos LSTM.
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Figura 4.4: R? modelos LSTM.

4.1.2. Evaluacién de los Modelos LSTM

Es importante tener en cuenta que los modelos de aprendizaje profundo son
aleatorios, es decir, cada vez que el modelo se entrena con los mismos datos puede dar
predicciones distintas. Esto es debido a que las redes neuronales tienen aleatoriedad en
diversos puntos del proceso de entrenamiento, como por ejemplo al inicializar los pesos
del modelo. Como se puede observar en el apartado los mejores resultados son
obtenidos por los modelos 5 (RMSE = 1 745.7808, R? = 0.9655, ME =9 215.804%) y
10 (RMSE = 1 346.690%, R? = 0.9795, ME = 12 272.89%). A continuacién, en la Figura
7?7 se visualiza la prediccién realizada por el modelo 5 para los datos de validacion,
que corresponden a un 20 % del dataset, desde el 11/03/2021 hasta el 05/01/2022.
En esta gréfica la curva negra es el precio real y la curva azul claro es la prediccién
realizada por el algoritmo, a grandes rasgos la prediccién se acerca a los valores reales
pero no es completamente exacta. En la Figura 77 se realiza un zoom a la Figura
??7. En esta figura, el eje X va desde el 27/09/2021 hasta el 05/01/2022. Excepto en
algunos tramos el precio predicho y el real se solapan. En la Figura 7?7 se muestra la
prediccion del modelo 10 vs los valores reales del precio del BCT y en la Figura 77 se
realiza un zoom a la Figura 7?7, igual que en el caso del modelo 5 las predicciones se
acercan a los valores reales pero no son completamente exactas. Estas son las graficas
de los mejores modelos, el 5 y el 10.

En cuanto a los modelos que realizan las peores predicciones estan el modelo 4
(RMSE = 78 732.319$, R? = -68.4118, ME = 257 719.795%) y el modelo 6 (RMSE
= 17 100.1628, R? = -2.3052, ME = 40 928.227%). En la Figura ?? se muestran
las predicciones del modelo 6 y en la Figura ?? el zoom de la predicciéon realizada,
dénde la linea negra representa la curva del precio actual y la linea azul claro la de
la prediccion realizada. En estas Figuras se observa como la predicciéon del modelo se
separa hasta 20 000 délares del precio real, en el modelo 6 se utiza 1 capa oculta, 128
neuronas y un Batch Size de 64. En la Figura 77 y 77 se grafican las predicciones
del modelo 4 y los precios reales, se observa que las predicciones tienen un alto ruido,
acercandose a los valores reales pero con una alta variacién y una gran cantidad de

picos.
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(d) Modelo 10 LSTM zoom.

Figura 4.5: Predicciones LSTM mejores modelos
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Precio ($) Comparacién prediccion de valores vs valores reales
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(d) Modelo 4 LSTM zoom.

Figura 4.6: Predicciones LSTM peores modelos
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Una forma de visualizar el correcto aprendizaje del modelo es a través de la curva
de aprendizaje. Estas curvas de aprendizaje se usan para diagnosticar problemas como
el underfitting o el overfitting, dénde el eje Y corresponde con la pérdida (MSE) y el
eje X con cada epoch. La curva azul se corresponde con el error del entrenamiento y
la curva naranja con la validacién. La curva del entrenamiento nos indica cémo esta
aprendiendo el modelo y la curva de validacion refleja la forma en la que se generaliza
el modelo y realiza predicciones. Pueden ocurrir 3 casos: overfitting, underfitting y
good fit. En el primer caso el modelo se vuelve demasiado especializado con los
datos del entrenamiento, por lo que tiene dificultades para predecir nuevos datos.
Este comportamiento se puede distinguir en la curva de aprendizaje, si la pérdida
de entrenamiento continta disminuyendo con cada epoch o si la curva de validacién
disminuye, pero llegado a un punto comienza a aumentar de nuevo. Underfitting se
refiere a un modelo que no ha aprendido correctamente en la etapa de entrenamiento,
se puede identificar con la curva de aprendizaje si la pérdida en el entrenamiento es
una linea plana o tiene demasiadas pérdidas. El resultado buscado es un modelo con
good fit vy se identifica por una pérdida de entrenamiento y validaciéon que desciende
hasta un punto donde se estabiliza con una diferencia insignificante entre ellas.

En la Figura [4.7] se grafican las curvas de aprendizaje de los mejores modelos
(modelo 10 y modelo 5) y de los peores modelos (modelo 4 y modelo 6). La curva de
validacion del modelo 5 tiene un ajuste lento pero converge a un valor muy cercano a
0, igual que en el modelo 10. Por lo que concluimos que tiene un good fit. En el modelo
4 se aprecia un alto valor de ruido en la curva de validacién y al llegar a la estabilidad
se crea una separacion entre el valor de entrenamiento y el de validacién, igual que
en el modelo 6. Esto significa que el modelo no esté realizando buenas predicciones,
lo que confirma los resultados expuestos previamente. Se observa también que no son
necesarias 100 epochs pues las curvas alcanzan su valor minimo entorno a la epoch
50.

Por 1ltimo, se crea una tabla (Tabla con los hiperpardmetros optimos para
el modelo y se genera una prediccién para el dia posterior (06/01/2022) para todos
los modelos, la cual se visualiza en la Figura 4.8

Optimizador Batch Size Neuronas N2 capas ocultas N2 Datos TP

Adam 128 32 2 6373 5 dias

Tabla 4.4: Hiperparametros 6ptimos LSTM.
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Loss
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Figura 4.7: Curvas de aprendizaje LSTM
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Precio ($) Predicting the close price of the next trading day
48000
47000 -
46000 -
[
45000 1 _o Actyal prices
—e— Past predicted prices
44000 1 —@- Predicted price for next day
Dia 0 2 4 6 8
(a) Modelo 10
Precio Predicting the close price of the next trading day
($)
46000
45000 A
44000 1 _o— Actual prices
—e— Past predicted prices
43000 4 —@- Predicted price for next day ®
Dia 0 2 4 6 8
(b) Modelo 4
Precio ($) Predicting the close price of the next trading day
48000 1 —e— Actual prices
—e— Past predicted prices
46000 -@- Predicted price for next day
44000 A
42000 +
([ J
40000 -, e ; ; .
£38 3 8 3 5
[ — — - -
v o o o = S
LI N N N &
o o o~ N N
o o o (= (=
o~ o~ o~ o~ (]

(c) Modelo 6

Figura 4.8: Prediccion préximo dia
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4.2. GRU

En esta seccién se muestran los resultados de la red neuronal GRU. Las redes
neuronales GRU y LSTM son extremadamente parecidas. Se realizan las pruebas del
sistema GRU sobre los modelos definidos previamente en la Tabla Las métricas
obtenidas (RMSE, R?, NRMSE, MAE, MSE, ME) se exponen en la Tabla y la
representacién de las métricas RMSE, R? y ME se encuentra en las Figuras 77, 77 y
7?7 respectivamente.

4.2.1. Resultados de los modelos

El algoritmo se ejecuta multiples veces con los hiperparametros de la Tabla
Las métricas que devuelven los algoritmos, definidas en la Seccion se apuntan en
la Tabla [4.5] Para visualizar mejor los resultados se generan graficas con las métricas
obtenidas de los modelos.

En la Figura (a) se representa el valor del RSME (color azul) y el de MAE
(color naranja) de cada modelo, los menores valores se observan en el modelo 7 (Batch
Size = 64, Neuronas = 32, N? capas ocultas = 2, TP = 5) y 8 (Batch Size = 128,
Neuronas = 32, N© capas ocultas = 3, TP = 5). En el modelo 1 se obtienen las mejores
métricas al tener el TP de 1 dia. Los peores resultados corresponden con los modelos
3 (Batch Size = 32, Neuronas = 32, N? capas ocultas = 1, TP = 10) y 5 (Batch Size
= 64, Neuronas = 32, N° capas ocultas = 2, TP = 5). El modelo 4 tiene los peores
resultados al tener un TP = 20.

En la Figura (b) se grafica el maximo error de los modelos GRU. El minimo
valor lo consigue el modelo 7 y 8, lo que coincide con la Figura anterior. En el peor
caso se encuentra el modelo 4, 3 y 6 (Batch Size = 64, Neuronas = 32, N° capas
ocultas = 2, TP = 5).

La Figura (c) muestra la métrica R? dénde de nuevo los mejores valores se
obtienen en los modelos 1, 7 y 8.

Model RMSE [$] R2? NRMSE[%] MAE[$] MSE[$?]

1 3028.056  0.895 4,607 1948.369 9169 128.963 13 119.912
2 4117811  0.8066 6.266 3 056.817 16 956 367.986 14 277.289
3 10 888.404  -0.3408 16.569 7905.285 118 557 355.629 39 298.223
4 12 674.102  -0.816 19.286 9.029.361 160 632 872.309 54 252.156
5 7034.799  0.435 10.705 5025.176 49 488 397.844 21 030.614
6 6 273.617  0.551 9.546 5013.028 39 358 272.062 18 057.276
7 3 606.646  0.851 5.488 2505.744 13 007 900.970 13 342.012
8 3509.646  0.859 5.340 2 533.002 12 317 616.772 13 620.421
9 4297.698  0.789 6.539 3183.320 18 470 216.543 14 321.015
10 4462.358  0.772 6.790 3443.462 19 912 643.271 17 467.315

Tabla 4.5: Resultados de los modelos GRU.
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4.2.2. Evaluacién de los modelos GRU

En el caso de los modelos GRU no existe ningin modelo que destaque por su
rendimiento, todos tienen métricas similares, al contrario de lo que sucedia en los
modelos LSTM. Los mejores modelos son el 8 (RMSE = 3 509.646$, R? = 0.859, ME
= 13 620.421%) y el 7 (RMSE = 3 606.646$, R?> = 0.851, ME = 13 342.012%).

Se generan graficas del precio real y el precio predicho para los datos de validacién,
dichos datos van desde el 11/03/2021 hasta el 05/01/2022. El precio real esta en color
negro y el precio predicho se representa mediante una linea azul. En la Figura 4.10
(a) se encuentra la prediccién del modelo 8 y en la Figura [4.10] (b) se ve un zoom de
los datos desde el 27/09/2021 hasta el 05/01/2022. Se observa que las predicciones
se acercan al precio real durante toda la serie de datos, con un error maximo de 13
620.4218. Los mismos gréficos para el modelo 7 se plasman en las Figuras m (a)
(prediccidn) y (b) (zoom). Los modelos que tienen mayor efectividad son los que
mas capas ocultas GRU poseen, aunque todos los modelos han obtenido unos errores
similares.

Los mejores modelos tienen una alta efectividad al realizar la prediccién, como
se puede ver en las Figuras (a) y (d). En el caso de los peores modelos
nos encontramos con el Modelo 3 (RMSE = 10 888.404$, R? = -0.3408, ME = 39
298.223$%) y el Modelo 4 (RMSE = 12 674.102$, R? = -0.816, ME = 54 252.156$). La
prediccion del Modelo 3 se encuentra en la Figura m (a) y el zoom en la Figura m
(b), el resultado es notablemente peor que en el caso del Modelo 8 y 7. Esto es debido
a que la prediccion del Modelo 3 tiene un TP de 10 dias, lo mismo pasa en el caso del
Modelo 4, ya que tiene un TP de 20 dias. De estos resultados podemos deducir que los
algoritmos predicen fiablemente tinicamente a corto plazo, entre 1 y 5 dias. También
se observa que cuando ocurren subidas o bajadas de precio muy bruscas el algoritmo
falla al predecirlas, por este motivo podemos afirmar que el algoritmo funciona mejor
cuando el precio del BTC se mantiene estable.
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Igual que en el caso de LSTM se grafican las curvas de aprendizaje para analizar
como funciona el algoritmo en la etapa de entrenamiento y en la etapa de validacién.
Estas curvas se muestran en la Figura[4.12] En ellas podemos ver como el modelo 8 (a)
tiene un good fit, dénde el error de entrenamiento y el de validacién descienden hasta
casi alcanzar el 0. En el modelo 7 (b) sucede lo mismo, pero el error de validacién es un
poco més alto que el del entrenamiento. El modelo 4 (c) tiene un error de validacién
mas alto, lo que significa que el modelo tiene underfitting. Por dltimo en la parte (d),
modelo 3 podemos ver un claro caso de overfitting, ya que la curva de perdidas de
validacion disminuye hasta cierto punto y después aumenta nuevamente.

4.3. Discusion de los resultados

En esta seccién se comparan los procedimientos y resultados obtenidos con los de
otros autores. Se sefialan las limitaciones y se destacan los aportes del TFG.

Analizando los resultados se puede concluir que ciertos hiperpardametros que en un
principio no parecian tan importantes, tienen una incidencia muy alta en el resultado
final, como por ejemplo el batch size. El mejor optimizador para nuestro caso es
Adam, este resultado es avalado por la bibliografia encontrada, "hemos observado
de una forma empirica como quizas el algoritmo Adam presenta un comportamiento
adecuado en diferentes problemas”[29]. Ademas se comprueba que en el caso tratado
por este TFG, no es necesario mas de una capa LSTM/GRU para conseguir una
buena prediccién. Por otra parte, se concluye empiricamente que un alto ntimero de
neuronas provoca overfitting. En nuestra serie temporal al tener una variacién de
valores muy alta es dificil predecir a partir del dia 10, obteniendo un error muy alto
al intentar predecir a 20 dias. Los datos son obtenidos desde la creacién del BTC con
un intervalo entre muestras de 6 horas, este valor entrega un nimero de datos 6éptimo
de 6 373, con el paso del tiempo este niimero va a ir aumentando.

El mejor modelo GRU es el nimero 8 y el mejor modelo LSTM es el niimero
10, en la Tabla se comparan ambos modelos, de esta tabla se desprende que los
modelos LSTM tienen mejores resultados que sus pares en GRU. Se destaca que
ambos modelos dan una prediccién satisfactoria a corto plazo (entre 5 y 10 dias),
mientras que cuando se intenta predecir con un horizonte temporal de mas de 10 dias
los modelos dan resultados poco acertados.

Model RMSE [$] R2? NRMSE[%] MAE[$] MSE[$?] ME[$]
8 GRU 3509.646  0.859 5.340 2 533.092 12317 616.772 13 620.421
10 LSTM 1 346.690  0.9795 8.883 921.269 1813 574.207 12 272.89

Tabla 4.6: Mejores modelos LSTM y GRU.
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Capitulo 5

Conclusiones y Lineas Futuras

En este ultimo capitulo se presentan las conclusiones extraidas de los resultados
mostrados en el Capitulo 4. Para finalizar el capitulo se exponen las principales lineas
futuras que se pueden tomar en este trabajo.

5.1. Conclusiones

El problema tratado y objetivo principal de este TFG ha sido la prediccién
mediante técnicas de Machine Learning de una serie temporal, en este caso el precio
del Bitcoin. Los algoritmos fueron desarrollados en Python con la ayuda de la
libreria PyTorch y ejecutados en Google Colab. Para el analisis de los algoritmos
se definié una serie de modelos sobre los que se realizaron numerosas pruebas, con
el objetivo de evaluar la validez de estos y sintonizar los hiperpardametros de cada
Red Neuronal. Para entrenar los algoritmos se utiliza el precio histérico del Bitcoin
(BTC), estos datos se obtienen de una APTI llamada Binance. Las pruebas efectuadas
proporcionaron una alta precisién en un horizonte temporal a corto plazo (menor a
10 dias), los algoritmos no son fiables al realizar una prediccién a largo plazo.

Se utilizaron Redes Neuronales Recurrentes de tipo Long Short Term Memory
(LSTM) y Gated Recurrent Unit (GRU), se obtienen resultados similares, sin
embargo, comparativamente el sistema de tipo LSTM ofrece un error menor que el
GRU. El mejor modelo GRU obtuvo un NRMSE de 4.607 % y el mejor modelo LSTM
alcanzé un NRMSE de 2.0404 %. Los hiperpardmetros del mejor modelo LSTM son:

e Batch Size: 128

Neuronas: 32

Ntumero de capas ocultas: 2

Numero de Datos: 6373

Optimizador: ADAM

Tiempo de prediccién: 5
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En cuanto a los hiperpardmetros del mejor modelo GRU son:
e Batch Size: 128

e Neuronas: 32

e Numero de capas ocultas: 3

Numero de Datos: 6373

Optimizador: ADAM

Tiempo de predicciéon: 5

De estos resultados se extraen las siguientes conclusiones. No es necesario un alto
numero de neuronas para alcanzar las mejores predicciones, ya que se observa que
los modelos con més neuronas (128) obtienen un error mayor. Esto es debido a que
el sistema se vuelve demasiado especifico y se genera overfitting. El algoritmo que
mejores resultados alcanza es Adam y el mejor TP es de 5 dias.

Ademds, se ha alcanzado el segundo objetivo propuesto en la introduccién de este
Trabajo de Fin de Grado, siendo este realizar un marco tedrico lo suficientemente
profundo como para poder comprender los conceptos basicos del Machine Learning y
las tecnologias utilizadas para el desarrollo de los sistemas expuestos.

5.2. Lineas futuras

Existen numerosas lineas de trabajo que pueden mejorar los resultados obtenidos

en este TFG, a continuacién, se explican brevemente algunas de ellas.

e Explorar los resultados de otros algoritmos de Machine Learning, tales como
Redes Neuronales Convolucionales o Support-Vector Machine. Ademaéas es
interesante probar combinaciones de distintos algoritmos, como por ejemplo,
un modelo con capas superpuestas de LSTM y GRU.

e Implementar un bot que analizando la tendencia del precio del BTC, sea capaz
de invertir a corto plazo automéaticamente. Cuando predice una subida del valor
del BTC compra criptomonedas y cuando detecta una bajada a corto plazo
vende para disminuir las pérdidas.

e Aplicar los algoritmos disenados en este TFG a otras criptomonedas para buscar
resultados mé&s precisos.

e Sintonizar més exhaustivamente los algoritmos, realizando més pruebas y
modificando los hiperparametros hasta lograr mejores resultados.



Apéndice A

Aspectos econémicos, sociales y
ambientales

Este apéndice tiene como objetivo especificar el impacto de este TFG en los
aspectos econdémicos, sociales y ambientales.

A.1. Impacto social

La criptomoneda es un medio de pago cada vez més utilizado, con el auge del
dinero electrénico existen muchas personas interesadas en esta forma de pago. Este
TFG tiene un impacto directo en quienes deseen invertir de manera segura en este
mercado.

A.2. Impacto econémico
Este TFG se centra exclusivamente en el mercado de la criptomoneda y en su
variaciéon de precios. Por lo cual tiene un impacto econémico directo.

A.3. Impacto medioambiental

El minado de las criptomonedas es altamente contaminante, debido a la corta vida
util de los ordenadores utilizados para minar y por la gran cantidad de energia que
necesita. Este TFG tiene un impacto ambiental negativo por esta razon.

A.4. Responsabilidad ética y profesional

Las criptomonedas y la tecnologia blockchain provocaran un impacto en la
sociedad a futuro. Estas tecnologias descentralizan el mercado y el impacto ético
depende de como sean usadas por las personas. Este TFG tiene un objetivo puramente
investigativo y cumple los estandares éticos.
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Apéndice B
Presupuesto econémico

Este TFG ha sido desarrollado durante 5 meses a través de un ordenador portatil.

En este anexo se calcula un presupuesto considerando los recursos humanos y el
equipamiento necesario.

e Personal: El personal involucrado se compone tnicamente de un estudiante de
ingenieria de telecomunicaciones, autor del TFG. Como se puede ver en la Tabla

B.1l

Coste horario (€) Horas Total (€)
Estudiante de ingenieria 20 300 6 000
TOTAL 6 000

Tabla B.1: Costes de personal.

e Costes de recursos materiales: El software utilizado es de uso gratuito, por
lo que solamente se considera el uso del ordenador pértatil (ver Tabla [B.2]).

Tiempo de vida Uds Coste Amortizacion Uso Total
(anos) ) (€/mes) (meses) (€)
Ordenad tatil
rachador portatl 5 1 800 13.33 5 66.65
TOTAL 66.65

Tabla B.2: Costes de recursos materiales.

El coste total del Trabajo de Fin de Grado con un IVA del 21 % asciende hasta
los 7 340.64 €.
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